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摘 要：视觉惯性里程计在很多方面可以很好地实现视觉和惯性传感器的优势互补，获得高精度的 6 自由度导

航定位，因此应用领域极为广泛。然而，传感器自身的误差、异常视觉环境的扰动、多传感器之间的时空校准

误差都会干扰导航结果，导致导航精度下降。近年来，正在迅速发展的深度学习方法凭借其强大的数据处理

和预测能力，给视觉惯性里程计的发展提供了全新的发展方向。对基于深度学习的视觉惯性里程计的主要发

展成果进行了回顾与总结。首先，按照两种融合策略分别概述研究方法，包括深度学习与传统模型结合的方

法和基于深度学习的端到端的方法。之后，根据深度学习类型分为监督学习和无监督/自监督学习的方法，并

分别阐述了这些方法的模型结构。然后，概述了系统的优化与评估方法，并比较了其中一些具有代表性的方

法的性能。最后，对该领域需要解决的关键难点问题进行了总结，对未来发展进行了展望。
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Abstract: Visual inertial odometer can well realize the complementary advantages of vision and inertial sensors,

and obtain high precision 6-DOF navigation and positioning, so it has a very wide range of applications. However,

the errors of sensors themselves, the disturbance of abnormal visual environment, and the space- time calibration

errors between multi-sensor will interfere with the navigation results, leading to the decline of navigation accuracy.

In recent years, the deep learning method is developing rapidly. With its powerful data processing and prediction

ability, it provides a new direction for the development of visual inertial odometer. This paper reviews the main

development achievements of deep learning-based methods. First of all, according to the fusion mode, the research

methods are summarized, which are divided into the method combining deep learning with traditional models and

the end-to-end method based on deep learning. Then, according to the type of deep learning, visual inertial odometer

can be divided into supervised learning and unsupervised/self-supervised learning methods, and the model structures

of these methods are described respectively. Next, the optimization and evaluation methods of the system are

summarized, and the performance of some of them is compared. Finally, this paper summarizes the key and difficult

problems that need to be solved in this field, and looks forward to the future development.
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视觉惯性里程计（visual inertial odometry，VIO）[1-3]，

又称为视觉惯性导航系统，是由视觉和惯性传感器

构成的组合导航系统。VIO拥有自主性、实时性等特

点，传感器的优势互补使VIO的导航精度明显高于由

单一传感器组成的惯性导航系统或视觉里程计（visual

odometry，VO），低成本、体积小的消费级微机电惯性测

量单元（micro electro mechanical systems inertial measure-

ment unit，MEMS-IMU）和相机的使用更促进其发

展。VIO研究的主要目的，就是充分利用视觉惯性的

优势，实现系统的高精度 6 自由度（degree of free-

dom，DoF）位置与姿态估计。

传统的 VIO系统的基本框架如图 1所示。其中，

前端包括基于运动学模型的惯性预处理模块和基于

几何学模型的视觉里程计，后端为基于滤波器或优

化器的状态估计模块。此外，为了进一步提高导航

精度，还可能会添加回环检测等功能。传统方法已

经展示了不错的性能 [4-5]，但受到建模的局限和真实

环境的复杂性使其仍然难以投入实际应用中。近年

来，深度学习 [6- 7]为 VIO 的方法研究提供了新的思

路。深度学习的方法相比传统方法表现出了更强的

鲁棒性。基于深度学习的 VIO 相比传统方法展现出

的优势可以体现在以下方面：

（1）传统方法基于复杂的几何与运动学模型，而

且现实中很难建立与真实应用严格相符的数学模

型，深度学习模型基于神经网络，可以通过自适应训

练实现高精度导航。

（2）由于受到 IMU 的噪声和偏差的影响，传统方

法一般仅对惯性数据进行简单的预处理[8]，基于深度

学习的方法使惯性特征也具有了量测的能力，可以

使系统不再局限于来自单模态的量测特征。

（3）传统方法提取图像特征局限于特征点、线和

平面等低级特征的提取方法[9]，深度学习可以学习潜

在的高级特征，有利于实现复杂环境中的导航。

由此，随着越来越多基于深度学习的 VIO 的研

究方法的出现，本文在对基于深度学习的视觉惯性

里程计的发展历史、研究现状以及方法梳理的基础

上，从融合策略的角度分别对深度学习与传统模型

结合的方法和端到端的深度学习方法进行了综述，

并分别从监督学习和无监督/自监督学习方面介绍了

网络模型，同时分析并阐述了常用数据集、评价指标

和方法对比。最后，总结了当前研究中亟待突破的

问题并对未来的研究方向进行了展望。

1 基于深度学习的 VIO 系统融合策略
根据后端是否是以深度学习的方式实现融合，

可以将 VIO 系统按融合策略分为深度学习与传统模

型结合的融合和基于深度学习的端到端融合。同

时，VIO系统无疑是多模态的融合[10-11]，可分为数据级

融合、特征级融合和决策级融合。特征级融合和决

策级融合的方法都已经实现，在 VIO 中一般称之为

紧耦合和松耦合。以下将从融合策略概述现有的研

究方法。

1.1 深度学习与传统模型结合的融合
在传统方法中，惯性状态计算基于运动学模型，

视觉状态和特征点特征计算基于视觉几何模型，最

后采用滤波器或优化器实现二者的特征融合。深度

学习与传统模型结合的方法完整保留了传统模型的

后端，但是在前端则基于深度学习设计了学习状态

的新模型。

早期的深度学习模型主要用于替换原有的前端

传统模型。Rambach 等 [12]设计了首个基于深度学习

的监督学习 VIO模型，模型结构如图 2所示。其惯性

前端基于长短时记忆网络（long short-term memory，

LSTM）[6]学习位置和姿态，同时加入误差检测器可以

实现惯性网络和视觉前端的互相监督，最后以卡尔

曼滤波（Kalman filter，KF）作为后端实现了 VIO 的松

耦合。Li 等 [13]将基于卷积神经网络（convolutional

图 1 基于几何学与运动学模型 VIO 的基本框架

Fig.1 Framework of VIO based on geometric

and kinematic model

图 2 文献[12]的模型结构

Fig.2 Structure of Ref.[12]
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neural networks，CNN）[6]的 VO 模型 DeepVO[14]作为

VIO的视觉前端输出相对位姿，再利用扩展卡尔曼滤

波器（extended Kalman filter，EKF）将视觉位姿预处

理的惯性状态进行融合。余洪山等 [15] 基于改进

SuperPoint 网络 [16]检测和描述特征点，有效抑制了异

常特征点，加强了视觉前端的鲁棒性，在后端则使用

了 VINS-Mono[17]的紧耦合融合框架进行融合，实现

了高精度导航。

其他方法则会利用深度学习在特征学习中的多

样性，在前端建立新的子模块，扩展了后端的特征向

量，如行人导航方法 RNIN-VIO[18]使用 EKF 作为融合

后端，在惯性前端的深度学习网络中，利用人体运动

的规律性，使用 IMU 原始数据和滤波器中的姿态学

习相对位移和其不确定度。最终，视觉特征、惯性状

态和网络输出的惯性特征通过滤波器实现了紧耦

合。该方法增强了对惯性特征的利用，提高了系统

鲁棒性。系统也可以仅依靠惯性数据进行较高精度

的导航。Wang 等 [19]同样以 EKF 作为后端，其视觉前

端建立了地标识别模型，通过识别已知位置的地标

信息计算比例关系进而实现位姿优化，以缓解位置

误差累积的问题。Shan 等 [20]和 Zuo 等 [21]基于 MSCKF

（multi-state constraint Kalman filter）[22]的融合框架，前

者在前端建模了目标物体的语义特征的网络，系统

在几何和语义级别上理解周围环境，以目标物体产

生的残差约束视觉惯性的状态，可以实现高精度定

位和生成全局地图；后者建模了深度估计网络，将图

像深度作为特征向量以实现视觉惯性更紧密的耦

合，系统在输出位姿的同时还可以实时地提供密集

稠密深度图。以上方法通过建立额外的量测约束，

使VIO在一些特定应用场景中拥有更强的鲁棒性。

1.2 基于深度学习的端到端的融合
Clark等[23]提出了首个使用深度学习框架实现的

端到端的监督学习 VIO 方法 VINet，整体可微的

CNN-LSTM 架构使其可以实现端到端的训练，其中

CNN-LSTM 架构是由 CNN、LSTM 网络结合的网络

模型架构。系统前端将视觉惯性特征转化为高维特

征表达，在后端将视觉特征、惯性特征和上时刻位姿

拼接，最后基于 LSTM网络和全连接层进行特征融合

并估计位姿。VINet在应对时间不同步、数据外参标

定不准确和校准误差导致的发散时，相比传统方法

都表现出更强的鲁棒性。但是其后端没有明确特征

选择的建模，隐式的处理方法很难对静态和动态的

特征实现有效和灵活的识别，在提取不同表示、不同

分布的数据特征时并不稳定。后续的研究为建模特

征选择过程，分别采用基于加法交互作用的方法[10,24-25]

和基于乘法交互作用的方法 [26-28]。对特征选择进行

建模进一步提高了系统的鲁棒性，具体可以体现在

应对传感器数据丢失、损坏，视觉惯性传感器数据不

同步等方面。不同于利用 LSTM 网络建模特征融合

后端的方法，Aslan 等 [28]基于高斯过程回归 [29]实现了

特征融合。这些方法的原理框图如图 3所示。

为减少对数据集真值的依赖，无监督和自监督

的方法[25,30-35]也被提出，其系统框架如图 4所示。无监

督与自监督学习的 VIO 不直接使用数据集真值建立

损失函数，而是基于重建的源图像和目标图像的几

何约束[36]，建立无监督损失项。无监督 VIO中用于建

立无监督项的深度图由外部提供，自监督方法的重建

图像信息来自相机图像序列，Almalioglu 等 [25]使用生

成式对抗网络（generative adversarial networks，GAN）

和无监督学习方法联合实现姿态估计和生成深度

图，实现在未知陌生环境中的定位和建图。Han等[34]

利用立双目图像序列估计深度得到密集的三维点

云，进而得到三维光流和 6自由度姿态等三维几何约

图 3 监督学习 VIO 的基本框架

Fig.3 Basic framework for supervised VIO

图 4 无监督 VIO 的基本框架

Fig.4 Basic framework of unsupervised VIO
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束作为自监督项。无监督 VIO 可以对有尺度轨迹做

在线矫正，在面对新环境和恶劣环境时具有更强的

适应和泛化能力，同时受错误校准、数据不同步等因

素影响相比传统方法要低，有些方法 [25,31-32]还可以在

没有已知传感器外参和视觉惯性数据松散同步的情

况下给出载体位姿信息。

2 深度学习 VIO 系统的神经网络模型
深度学习 VIO 的网络模型需依据是否在训练中

使用了数据集提供的真值，可以分为监督学习模型

和无监督/自监督学习模型。

2.1 监督学习模型
惯性前端网络能够利用低精度的 IMU 信息提高

整个系统的鲁棒性和精度。Rambach 等 [12]建模的惯

性网络包括 1 层 LSTM 网络和 3 层全连接层，虽然网

络可以利用有限的数据得到不错的结果，却存在比

较严重的漂移。RNIN-VIO[18]建模的鲁棒惯性网络由

ResNet18、3 层 LSTM 网络和两个并行的全连接层组

成。ResNet18用于学习人体运动隐藏变量，LSTM 网

络将当前的隐藏状态与之前的隐藏状态进行融合，

以估计运动的最佳当前隐藏状态。同时 RNIN-VIO

设计了两种不同的损失函数用于保证每个窗口以及

长序列的训练精度。视觉前端的网络可以提高系统

在快速运动和无纹理场景等特殊环境中的鲁棒性。

Li 等 [13]的视觉网络使用 CNN 网络提取视觉特征，将

特征排列为时间序列，然后通过双层 LSTM网络输出

相机位姿和不确定度。

VINet[23]是首个基于深度学习的端到端方法，其

模型框架如图 5所示，其中惯性前端基于 LSTM 网络

进行建模，网络每次将图像两帧之间的所有原始数

据输入，这样保证了惯性特征的学习和前端视觉惯性

特征的同步输出。光流网络可以利用图像序列中像

素在时间域上的变化以及相邻帧之间的相关性来找

到图像的对应关系，进而获得载体的运动信息。因

此，视觉前端使用预训练的FlowNetCorr光流网络[37-38]

的前端卷积部分网络以两张连续的图像作为输入，

经过光流网络内 CNN网络的多次特征提取后输出高

维的特征表达。VINet 的后端使用两层的 LSTM 网

络建模以实现特征融合。

在特征融合后端，为了进一步提高特征融合网

络模型的可解释性和提高系统鲁棒性，Chen 等 [24]提

出在视觉惯性特征向量拼接后分别使用具有确定性

的软融合和具有随机性的强融合两种具有可解释性

的融合模式，以加法交互作用的方式实现特征选择

的显示建模。同时，这种方法还采用了轻量级的

FlowNetSimple 网络 [37-38]以加快运行速度。但是这种

融合方式依然缺少视觉惯性特征之间的显式联系。

为了进一步提高模型的可解释性和可学习性，Shinde

等[26]基于多头自注意力机制[39]建模了后端融合模型，

以乘法交互作用的方式实现显式融合。ATVIO[27]在

特征选择过程中根据 SENet 网络 [40]构建了注意力生

成模块，显式地建模了特征之间的相关性，减少了异

常数据对后端特征融合造成的影响。

在特征提取前端也需要准确、高效的模型。早

期的惯性网络一般基于 LSTM 网络建模，然而 LSTM

网络内参数较多，训练时间较长。CNN 网络相比

LSTM 网络虽然不能补偿传感器间的时间偏差，但是

其建模计算速度更快，网络更稳定和容易收敛[41]。随

着传感器同步校准精度的提高，基于 CNN 的惯性前

端网络模型也可以发挥优势。ATVIO[27]使用了两个

并行的 3层 CNN网络层分别学习 IMU中加速度和角

速度中的特征。Aslan等[28]将平滑和去噪的 IMU数据

图 5 VINet的模型结构

Fig.5 Model structure of VINet
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使用预训练的 Inception V3 网络 [42]学习惯性特征。

在视觉前端，CNN 网络无法记忆先前的图像信息，为

此 ATVIO[27] 使用 ConvLSTM 网络建模视觉前端，

ConvLSTM 网络是可以同时提取图像时空相关特征

的网络，使视觉前端得以学习来自先前图像特征的

约束。此外，经过合理初始化的视觉前端网络相比

未经过训练的网络模型具有更快的收敛速度，训练

过程也更稳定，因此特征级融合的方法一般会对前

端视觉网络进行预训练。

端到端的监督学习模型的损失函数 θ 可以使 k

时刻的真实位姿 (pk,ϕk) 与其估计的地面位姿 (p� k,ϕ� k)
之间的欧氏距离最小化以实现最优结果 [14,43-44]，一般

以均方误差（mean square error，MSE）计算，称为 MSE

损失函数。部分数据集的姿态真值以四元数的形式

保存，但直接使用四元数计算损失会因其冗余的维

数导致训练难度增加，同时浪费了计算资源，因此一

般会将四元数转化为欧拉角使用。网络模型复杂的

深层结构使 MSE 损失函数在训练中仍受到诸多限

制，模型子网络的平均性能较差。于是 Liu 等 [27]将自

适应损失函数[45]应用于训练过程中，模型在训练过程

中自适应地调整参数，加快了网络收敛，同时强化了

对子网络的训练，提升了网络整体性能。监督学习

VIO的损失函数定义为：

θAdapt = θ(p� k - pk) + β·θ(ϕ� k - ϕk) （1）

其中，β 是用于平衡位置和姿态的比例因子。

2.2 无监督/自监督学习模型
无监督和自监督学习的 VIO 需要通过在训练过

程中建立约束模型以摆脱对数据集真值的依赖或应

对没有真值的情况。在深度学习与传统模型结合的

方法中，由于难以提供真实的视觉特征，利用深度学

习对特征点或其他特征进行跟踪匹配，或者实现深

度预测等，往往需要用无监督或自监督学习解决。

余洪山等 [15]的改进 SuperPoint 网络由轻量级的编码

层、特征点检测层和描述符解码层构成，采用稀疏描

述符损失函数进行训练，但是网络在训练前还需经

过预训练获取合适的初始化参数，以保证后续网络

的正常收敛。CodeVIO[21]用于深度预测的网络分为

两部分：一部分是修改过的编码网络，通过原始图像

和级联稀疏深度图预测稠密的深度图及其不确定

度；另一部分是变分自编码器，通过对深度信息进行

编码得到用于VIO优化的深度向量。

Shamwell 等 [31- 32]提出了首个端到端的无监督方

法 VIOLearner，模型结构如图 6所示。在 IMU固有参

数和外部校准参数未知的情况下，网络首先学习

IMU状态并生成原始轨迹，然后通过多尺度缩放图像

的投影误差的修正，实现原始轨迹的在线校正。多尺

度的缩放不仅有助于克服训练期间的梯度局部性，而

且有助于在运行时进行在线误差校正。Lindgren等[33]

提出了 Boom-VIO，系统包括一个学习相对位移的传

统模型、一个深度网络和一个无监督学习模型，无监

督学习模型基于 VIOLearner。其在网络训练过程中

加入传统模型的引导，并得到最终的训练轨迹。

DeepVIO[34]通过直接结合二维光流特征和 IMU 原始

数据来提供绝对轨迹估计。系统包括一个学习视觉

特征的 CNN 光流网络，一个学习惯性特征的 LSTM

网络，一个用于融合的全连接网络。此外，还有一个

用于建立自监督约束的模块，能够分别对视觉网络、

IMU 网络和整体的网络进行训练，其模型结构如图 7

所示。SelfVIO[25]前端包括基于 CNN 的惯性网络、视

图 6 VIOLearner的模型结构

Fig.6 Model structure of VIOLearner

图 7 DeepVIO 的模型结构

Fig.7 Model structure of DeepVIO
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觉网络和深度学习网络，后端由基于多头自注意力

机制的融合网络和 LSTM网络组成。其中，深度网络

学习输出的单目深度图，与网络估计的位姿、源图像

共同实现图像重建。UnVIO[35]同样通过预测图像深

度建立无监督约束。此外，UnVIO 在训练过程中采

用了滑动窗口优化的策略，以克服长期运行中误差累

积和尺度模糊的问题。窗口内部通过判断光度一致

性建立几何约束，窗口之间利用三维几何一致性和轨

迹一致性建立约束，这有效缓解了误差累积的问题。

无监督和自监督损失可以利用图像的时间或空

间性质构造[31-32]，以 I1, I2,…, IN 表示一个训练的图像

序列，其中的某一帧 It 为目标图像，其余的作为源图

像，根据两帧图像间的光度差异可定义损失函数为：

θunsupersived =∑
s
∑

p

|It(p) - I� s(p)| （2）

其中，p 是像素点坐标值，I� s 是基于源图像 Is 重建后

的源图像。

3 深度学习 VIO 的数据优化与评估
以上方法从学习方式、融合方式、方法特性、方

法局限等方面汇总并整理至表 1。除建立网络模型

外，模型的训练、优化与评估方法也至关重要。深度

表 1 基于深度学习的 VIO 方法概览

Table 1 Overview of deep learning-based VIO methods

方法

Rambach等[12]

VINet[23]

VIOLearner[31-32]

Chen等[10,24]

Tian等[30]

Boom-VIO[33]

DeepVIO[34]

UnVIO[35]

Li等[13]

OrcVIO[20]

Shinde等[26]

RNIN-VIO[18]

Wang等[19]

CodeVIO[21]

ATVIO[27]

余洪山等[15]

SelfVIO[25]

VIIONet[28]

时间

2016

2017

2018

2019

2019

2019

2019

2020

2020

2020

2020

2021

2021

2021

2021

2021

2022

2022

学习方式

监督

监督

无监督

监督

半/无监督

无监督

自监督

无监督

监督

监督

监督

监督

监督

自监督

监督

自监督

自监督

监督

融合方式

滤波器

深度学习

深度学习

深度学习

深度学习

深度学习

深度学习

深度学习

滤波器

滤波器

深度学习

滤波器

滤波器

滤波器

深度学习

非线性优化

深度学习

深度学习

方法特性

前端的惯性网络与视觉里程计可互相检测

异常状态并修正

首个模型端到端的可训练网络模型，减少

了传感器之间的时空误差造成的漂移

可以在没有 IMU内参和传感器外部校准的

情况下实现导航和在线校正轨迹

端到端网络模型，建立了显式的视觉惯性

融合模块，增强了系统的稳定性和鲁棒性

基于 VINet[23]的网络模型建立无监督项实

现无监督训练

利用传统方法引导网络训练，从单目图像

中估计轨迹尺度，图像退化环境中有高鲁

棒性

利用立体图像序列计算自监督信息，并用

于训练视觉光流和系统的位姿

建立了显式视觉惯性融合模块；通过滑动

窗口优化的方式克服误差累积和尺度模糊

问题

以深度学习的单目 VO 方法 DeepVO 作为

视觉前端提供视觉位姿

系统拥有语义级别理解环境的能力，可以

利用物体的残差做量测约束

端到端网络模型，基于多头自注意力机制

建立了显式的视觉惯性融合模块

建立了鲁棒的惯性前端网络，减少系统对

视觉信息的依赖

测量地标位置实现定位修正，抑制导航误

差随时间累积的问题

可利用稀疏测量更新稠密的深度图

端到端网络模型，基于通道域注意力机制

建立了显式的视觉惯性融合模块

基于网络提取特征点和描述子，在光强变

化的场景中有较高鲁棒性

GAN 网络提供清晰准确的深度图，自适应

融合提高了特征的互补性

端到端的可训练网络模型，惯性数据图像

化后建立光流网络实现惯性特征的提取

方法局限

松耦合方法，传感器互补性不足

后端没有显式的特征选择建模过程[24]

深度图由外部设备提供，缺少自主性[35]

后端的特征选择过程时特征融合深度

较低[26]

精度低于VINet且泛化能力差

复杂性较高，模型训练效率低；精度较

低[33]

复杂性较高，模型训练效率低

复杂性较高，模型训练效率低

松耦合方法，传感器互补性不足，易受

加速度计偏差影响[13]

无物体重新识别机制，减少依赖语义关

键点使精度下降[20]

复杂性较高

仅适用于行人导航

只能应用于有已定义地标的场景中

只进行了局部稠密映射，没有全局稠密

映射[21]

复杂性较高

复杂性较高，特征点跟踪的泛化能力有

限[15]

GAN 网络训练过程存在不稳定性，模

型训练效率低

复杂性较高，信息大量冗余；计算量大，

难以实时更新[28]
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学习 VIO 模型的训练和测试需要使用数据集。模型

优化的最终要求是模型输出的损失达到目标值，这

需要选择合适的优化器，并针对不同的融合策略和

学习方式建立与之匹配的损失函数等，这里只展开

介绍损失函数。评估方法可以用于对比系统因模型

的改变，或面对不同的环境，或与不同方法的横向对

比中时，表现出这些模型、方法的优秀性能和存在的

问题。因此，本章将对 VIO 现有的公开数据集与评

估方法进行总结，同时比较部分方法的性能。

3.1 数据集
基于深度学习的 VIO 网络模型需要使用大量数

据进行训练以提高泛化能力和提高导航精度。网络

模型在训练测试过程中一般使用公共的数据集。公

共数据集按采集数据的载体平台分类可分为：驾驶

类数据集 KITTI（Odometry序列）[46]、Malaga Urban[47]、

UMich NCLT[48]、Zurich Urban[49]、Canoe[50]、CUHK-AHU[51]

等；手持设备数据集 TUM- VI[52]、PennCOSYVIO[53]、

ADVIO[54]、CVG ZJU[55]、NEAR[56]、UMA-VI[57]、HAUD[58]

等；微型飞行器（micro air vehicle，MAV）/无人驾驶飞

机（unmanned aerial vehicle，UAV）等小型机器人数据

集 EuRoC MAV[59]、AQUALOC[60]、Blackbird UAV[61]

等；虚拟系统采集的数据集 WHU-RSVI[62]、VIODE[63]

等。以上数据集的基本属性可见表 2。其中，KITTI、

EuRoC MAV是常用的公开数据集。

KITTI 数据集 [46]由德国卡尔斯鲁厄理工学院和

丰田美国技术研究院联合制作，是目前最大的自动

驾驶场景中的公开数据集。KITTI包含市区、乡村和

高速公路等室外场景采集的 22 个序列，其中 11 个有

真值。图像采集自 2 个灰度相机（FL2-14S3M-C）、2

个彩色相机（FL2-14S3C-C），采集频率为 10 Hz，IMU

采集频率为 100 Hz，真值来自高精度全球定位和惯

性导航组成的组合系统OXTS RT 3003。

EuRoC MAV数据集[59]是由苏黎世联邦理工学院

制作的微型飞行器数据集，数据采集于一个工厂场

景和两个室内场景。整个数据集包含从良好视觉条

件下的缓慢飞行到运动模糊和光照差的动态飞行共

11 个序列。图像采集使用双目相机 MT9V034，采集

频率为 20 Hz，IMU 使用 ADIS16448，采集频率为

200 Hz，真值来自激光跟踪系统或Vicon动捕系统。

3.2 评估方法与指标
深度学习网络通常是模块化设计，可以使用消

融实验 [64]，即通过删除、修改或替换某些模块以判断

网络行为和验证一些提出的方法的有效性。

评估 VIO 最重要的指标就是导航精度。在 VIO

方法的评估实验中，常用的度量标准包括：

（1）绝对轨迹误差（absolute trajectory error，ATE）

表 2 VIO 数据集

Table 2 VIO datasets

数据集

KITTI (Odometry)[46]

Malaga Urban[47]

UMich NCLT[48]

EuRoC MAV[59]

Zurich Urban[49]

PennCOSYVIO[53]

TUM-VI[52]

ADVIO[54]

Canoe[50]

CVG ZJU[55]

AQUALOC[60]

NEAR[56]

WHU-RSVI[62]

UMA-VI[57]

Blackbird UAV[61]

CUHK-AHU[51]

VIODE[63]

HAUD[58]

时间

2013

2014

2016

2016

2017

2017

2018

2018

2018

2019

2019

2019

2020

2020

2020

2020

2021

2021

环境

室外

室外

室内/室外

室内

室外

室内/室外

室内/室外

室内/室外

河边水面

室内

水下

室内

室内

室内/室外

室内/室外

室内/室外

室内/室外

水下

载体平台

汽车

汽车

平衡车

MAV

MAV

手持

手持设备

手持设备

船

手持设备

潜水器

手持手机

虚拟场景

手持设备

UAV

汽车

虚拟UAV

手持设备

真值来源

OXTS RT 3003系统

GPS

GPS/IMU/激光组合

激光或Vicon动作捕捉系统

Pix4D与视觉位姿

视觉基准标记

OptiTrack动作捕捉系统

惯导系统与人工标记点定位

GPS与 IMU组合

Vicon动作捕捉系统

SfM离线计算位姿

视觉跟踪系统

虚拟系统

SfM离线计算位姿

OptiTrack动作捕捉系统

基于图的 SLAM技术

虚拟系统

Vicon动作捕捉系统

真值

6DoF位姿

地面水平位置

6DoF位姿

仅位置或 6DoF位姿

6DoF位姿

6DoF位姿

6DoF位姿

6DoF位姿

6DoF位姿

6DoF位姿

6DoF位姿

6DoF位姿

6DoF位姿

6DoF位姿

6DoF位姿

6DoF位姿

6DoF位姿

6DoF位姿
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直接计算 VIO 位姿的估计值与真实值之间的差值，

可以直观地反映算法的精度。首先将真实值与估计

值的时间戳对齐，然后计算每对位姿之间的差值。

一般使用均方根误差（root mean square error，RMSE）

统计ATE。

（2）相对位姿误差（relative pose error，RPE）用于

衡量运动轨迹中固定长度或时间内的局部准确度。

通过位姿真实值与估计值的实时比较，可以估计系

统的漂移情况，一般使用RMSE统计RPE。

（3）CPU/GPU 的负载、内存的占用、计算速度等

参数也是 VIO 的评价指标，VIO 不仅要实现高精度，

也要综合考虑应用环境的成本和实现条件。

表 3 比较了一些重要方法在公开数据集中的性

能。评估指标为 KITTI 的 09、10 两个序列在长度为

100~800 m 的平均位移和角度的均方根误差漂移 trel

（%）和 rrel（（°）/hm）以及 EuRoC 中 Vicon 动捕房间中

的前 5 个数据集的绝对轨迹误差。此外表中还添加

了经典的传统方法进行对比，包括基于滤波的方法

MSCKF[22]、S-MSCKF[65]和基于优化的方法 OKVIS[66]、

VINS-Mono[17]。其中可以看到，在大部分的测试中深

度学习方法具有更高的精度。同时，数据集不同可

能会影响深度学习方法的结果，比如 Li等[13]的方法在

KITTI中具有很高的精度，然而在 IMU数据的偏差噪

声更大的 EuRoC 精度较差。此外，在遇到光照改变、

图像模糊、相机运动过快、图像和 IMU 数据丢失等情

况时，深度学习的方法表现出更强的鲁棒性。

4 总结与展望
本文简述了深度学习 VIO 的研究现状，对研究

方法进行了梳理和概括，总结了基于深度学习的系

统融合策略，分析了深度学习 VIO 的模型结构，并对

可用于其数据集、损失函数以及评估模型的方法与

指标等进行了介绍，以期望能对现有的方法进行总

结，以及对未来的发展方向提供一些参考。目前可

以从两方面总结现有方法的性能。

（1）从融合策略的方面来说。深度学习与传统模

型结合的方法利用网络可以针对性地优化子模型的

性能，进而提高系统的鲁棒性；同时，系统内部有明确

意义的特征可以与其他系统进行一定程度的相互融

合。这类方法的局限是其限制了隐藏特征的表达，而

且状态量的增多会提高模型的复杂度，使计算量增

加。端到端的方法对潜在特征挖掘的能力要高于与

传统模型结合的方法，但是复杂网络的训练首先需要

高性能的计算机；其次，网络模型内部的不可解释性

使得端到端的模型内部的高维特征表达也使其内部

的特征难以利用，使系统功能仅局限于输出位姿。

（2）从网络模型的学习方式来说。监督学习与

无监督学习的模型都具有很强的鲁棒性，在有挑战

性的视觉环境中相比传统方法可以保持更高的导航

精度。然而，这些模型需要大量数据进行训练，同时

它们都难以在与训练环境不同的场景中继续保持高

精度。监督学习模型结构更简单，训练更容易；无监

督因无监督项的构建使模型更为复杂，同时训练也

相对困难。

深度学习与 VIO 结合的研究正在快速发展，基

于深度学习的 VIO 的方法研究正不断地有新的研究

成果出现。同样的，依然存在很多可以优化和尚未

解决的问题，需要继续深入研究。基于以上存在的

问题，未来开展基于深度学习的 VIO 方法研究时可

以从初始对准、复杂环境导航、深度融合和多系统融

合等方面着手，具体如下：

（1）初始对准。初始对准极大地影响后续位姿

估计，初始化的不准确将使后续位姿的回归快速发

散，初始化是 VIO运行过程中非常重要的一步。VIO

表 3 基于深度学习的 VIO 方法比较

Table 3 Comparison of deep learning-based

VIO methods

方法

MSCKF[22]a

S-MSCKF[65]a

OKVIS[66]b

VINS-Mono[17]a

VINet[23]c

VIOLearner[31-32]d

VIO-soft[10,24]c

Boom-VIO[33]*

DeepVIO[34]d

SelfVIO[25]b

UnVIO[35]*

Li等[13]a

OrcVIO[20]*

Shinde等[26]c

CodeVIO[21]*

ATVIO[27]d

余洪山等[15]*

VIIONet[28]b

KITTI

trel/%

13.91

30.50

13.98

2.53

13.65

20.16

1.12

1.88

4.82

1.15

5.95

10.60

4.03

rrel/((°)/hm)

2.90

2.48

4.66

1.34

4.83

2.91

1.08

1.23

0.71

0.25

4.30

1.72

EuRoC

ATE/m

0.28

0.12

0.21

0.12

0.10

2.19

0.10

0.06

0.05

注：a直接由实验验证，b来自文献[25]，c来自文献[26]，d来自

文献[27]，*来自对应文献，没有相关实验结果的部分保留为空白。
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的初始对准因系统初始位置的随机性使其难以通过

真实数据集进行训练，可以使用无监督学习的方式

实现，在保证对准精度和时间的情况下省略传感器

标定、IMU与相机校准等的人工校准行为。

（2）复杂环境导航。基于深度学习的方法需要

根据数据集进行训练，在面对与训练数据不同的场

景中，导航的精度会快速下降。因此，可以建立多场

景的大型数据集，通过包含更多场景、更多运动模式

的数据集提高模型的鲁棒性，或者使用迁移学习等

方法提高模型的泛化性。此外，在深度学习与传统

模型结合的方法中可以学习一些高级特征，比如利

用语义信息实现语义层面的定位约束，提高系统的

鲁棒性和环境适应性。

（3）深度融合。目前的端到端网络模型对多模

态特征的冗余性和差异性的理解依然有限。特征融

合过程中引入新的深度学习方法可以进一步提高融

合深度。在基于滤波和优化的 VIO 方法中，深度学

习使多模态特征的融合不再局限于后端的滤波器或

优化器，前端的融合可以增加系统的融合深度，提高

系统的精度和鲁棒性。

（4）多系统融合。系统间的协作与融合是一个

趋势，VIO可以与其他导航传感器结合以适应某些特

殊环境或运动行为。比如与蓝牙、WiFi定位相结合实

现行人或机器人的室内导航，与全球定位系统（global

positioning system，GPS）结合以提高远距离无人机导

航的精度和自主性。也可以投入实际应用中，以输

出位姿、深度地图等作为辅助信号，实现系统的路径

规划和自动导航等研究。
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